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Das Internet, Fabriken, (private) Mediensammlungen, Geschäftsvorgänge hin-
terlassen eine Fülle von Daten. Aus diesen Daten etwas zu extrahieren, was
nützlich ist für den Benutzer, für den Fertigungsprozess, für Dienstprogramme,
für die Entscheidungsfindung, ist die Aufgabe von Maschinellem Lernen und
Data Mining. Inzwischen sind diese Teilgebiete der Künstlichen Intelligenz so
weit fortgeschritten, dass man sich nicht mehr so ohne weiteres einarbeiten kann.
Damit ergibt sich eine Situation, die Ihnen später im Beruf oft begegnen wird:

• Ein Thema ist plötzlich in aller Munde, aber die Entwicklung dieses Ge-
biets haben Sie nicht verfolgt.

• Wie kann man sich einarbeiten? Man muss Fachliteratur lesen!

• Am Anfang versteht man nur Bruchstücke der Artikel – am Ende war es
dann doch nicht so schwer.

Diese Situation wird mit dem Seminar geübt. Kurze Einleitungen zu den
Themenblöcken werden von mir gegeben, die Literatur dazu ist aber auch als
Grundlage jeweils angegeben. Das Seminar verhilft dazu, aktuelle Forschungsergeb-
nisse zu verstehen.

Literatur zur Auswahl

Insbesondere werden in dem Seminar die folgenden Verfahren und Ansätze mit
ihren aktuellen Erweiterungen vorgestellt:

• Frequent Set Mining
Grundlage in [10], Kapitel 5.2

1. Komprimierte Muster [19]

2. Erweiterung auf Zeichenketten in verteilten Datenbanken [12]

3. Erweiterung auf Sequenzen [18]

• Top Down Induction of Decision Trees
Grundlage im Handbuch der Künstlichen Intelligenz, Kapitel 14.3

1. Erweiterung auf verteilte Datenbanken [2]

2. andere verteilte Data Mining Techniken: [6]
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• Support Vector Machines
Grundlage Tutorial [4], Optimierungsalgorithmus SMO [17]

1. Erweiterung auf strukturelle Ausgaben [21]

2. Strukturelle SVM zum Graph-Labelling [11]

3. Verschiedene Optimierungsalgorithmen zur SVM [5]

4. Erweiterung der SVM zum online Lernen [7]

5. Erweiterung der SVM zum inkrementellen Lernen [13]

6. Erweiterung der strukturellen SVM für Sequenzen [3]

7. Erweiterung der SVM für peer-to-peer computing [1]

• Community Mining

1. Grundlage: Soziale Netzwerke [15]

2. Collaborative Filtering [14]

3. Finden überlappender Communities in sozialen Netzwerken [8]

4. Community Discovery [16]

• Subgruppenentdeckung

1. Schnelle Subgruppenentdeckung [9]

2. Subgruppenentdeckung durch rekursives Partitionieren [20]

Vorgehen

Schauen Sie sich die angegebene Literatur an: welches Referat möchten Sie gern
halten? Es sind weit mehr Artikel angegeben, als in ein Seminar passen. Ich
habe also eine Auswahlliste gegeben. Allerdings ist die Liste geordnet, so dass
die Artikel aufeinander aufbauen. Beachten Sie bei Ihrer Auswahl diese Ordnung
– wenn niemand die vorangegangenen Artikel referieren möchte, können Sie den
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Artikel nicht auswählen! Die Artikel sind zu sehen auf der LEHRE-Seite von
www-ai.cs.tu-dortmund.de.

Ein Referat zu halten, bedeutet:

• Den Originaltext lesen, einige der zitierten Aufsätze und ggf. Hintergrund-
material in Form von Tutorials lesen.

• Eine Präsentation des Textes im Seminar abhalten.

• Eine schriftliche Ausarbeitung des Originaltextes mit Bezügen zu den an-
deren Referaten abgeben. Dabei gilt die Regel: so viele Tage nach Ab-
schluss des Semesters, wie Sie sich Zeit für die Ausarbeitung nehmen,
nehme ich mir nach Ihrer Abgabe Zeit für die Begutachtung, die zu einem
Schein oder Nachbesserungen führt.

Beginn und Anmeldung

Das Seminar beginnt am Dienstag, 14.4.2009. Die Anmeldung erfolgt durch
Erscheinen im R 113 des GB IV an diesem ersten Termin. Eine zusätzliche
Anmeldung ist nicht erforderlich.

Voraussetzungen

Voraussetzung für das Seminar ist ein abgeschlossenes Grundstudium und die
Wahlpflichtveranstaltung ”Darstellung, Erwerb und Verarbeitung von Wissen”.
Das Seminar passt gut zu den Vorlesungen ”Wissensentdeckung” und ”Maschinelles
Lernen”, die aber nicht vorausgesetzt werden.
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